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摘要  针对常规语义分割网络在初至拾取中存在精度低、泛化能力差等问题，基于 U-Net 网络，

结合残差学习模块和亚像素卷积方法，构建了一种超分辨率深度残差网络的初至智能拾取方法

(SD-Net)。该方法使用具有跳跃连接的 U 型网络融合地震数据的多尺度信息，端到端的训练方

式简化工作。首先，在 SD-Net 的下采样阶段引入残差学习模块，克服深层网络退化问题，有

效提高对地震数据的学习能力；其次，上采样阶段采用亚像素卷积方法，通过卷积和多通道间

像素重组实现特征图超分辨率重建，更高精度定位初至；另外，利用迁移学习将模型应用于

中、低信噪比模拟数据，仅需少量标注数据即可训练得到最优初至拾取模型。实际算例表明：

与 U-Net 方法相比，SD-Net 训练效率明显提高；网络模型具有更高准确率和鲁棒性；迁移学习

模型预测的结果验证了 SD-Net 具有较强的泛化能力；该方法对实际生产中实现高效、准确的

初至智能拾取具有重要意义。 

关键词 ：初至拾取，U-Net，残差学习模块，亚像素卷积方法，SD-Net， 迁移学习 
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Research on depth residuals of super-resolution for seismic 

wave first arrival intelligent pickup 
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Abstract  Aiming at the problems of low precision and poor generalization ability in the first arrival 

pickup of conventional semantic segmentation networks, a novel first arrival intelligent pickup method 

(SD-Net) based on a U-Net network, combined with residual learning module and subpixel 

convolution method, is proposed. This method uses a U-shaped network with a jump connection to 

fuse multi-scale information of seismic data and simplifies the complexity of the work through end-to-

end training. Firstly, the residual learning module is introduced in the subsampling stage of SD-Net to 

overcome the deep network degradation problem and effectively improve the learning ability of 

seismic data. Secondly, the subpixel convolution method is used in the up-sampling stage to achieve 

the super-resolution reconstruction of the feature map through convolution and multi-channel pixel 

recombination, and the positioning with higher accuracy is achieved. In addition, transfer learning is 

used to apply the model to the simulation data of medium and low SNR, and only a small amount of 

labeled data can be trained to obtain the optimal initial pick-up model. Practical examples show that the 

training efficiency of SD-Net is improved compared with the U-Net method. The network model has 
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higher accuracy and robustness. The results predicted by the transfer learning model prove that SD-Net 

has a strong generalization ability. This method is of great significance for realizing efficient and 

accurate initial intelligent pickup in actual production. 

Keywords：first-arrival,U-Net,deep residual module,sub-pixel convolution,SD-Net,transfer learning 
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0  引言 

初至拾取质量直接影响后续折射波静

校正[1]、垂直地震剖面解释和地震层析成

像[2-3]等工作的效果。随着地震采集技术的

提高及勘探地形的日益复杂，地震资料数

据量巨大且信号复杂度较高。传统的初至

自动拾取方法对中、低信噪比数据的拾取

准确率和精度不高，需大量的人工操作进

行调整，耗时耗力、效率低下。因此，对

于海量的中、低信噪比数据，亟需找出一

种能够同时满足工业化精度标准和效率标

准的初至智能拾取方法。 

传统的初至拾取方法主要有人工手动

拾取和算法自动拾取两种。人工手动拾取

方法主要根据工作人员的经验手动标记初

至位置，主观性强、一致性差、效率低下
[4]；算法自动拾取是根据波形在能量、频

率等方面的不同特征进行识别，常用方法

有能量比值法[5-6]、相关法[7-8]、图像处理法
[9-10]、神经网络法[11-12]等。这些方法大多是

基于单道数据的拾取方法，缺少考虑多道

数据之间的相关性，因此对于信噪比较低

的地震数据拾取效果不佳。 

目前深度学习技术发展迅速，并广泛

应用于地震勘探领域[13-17]。初至拾取原理

上可看作是一个二分类问题，高精度的初

至拾取方法可结合计算机视觉中的语义分

割技术对地震数据的每一个信号时刻进行

分类，最终得到初至位置。目前，应用在

初至拾取上的神经网络大多是以全卷积网络

(Fully Convolutional Networks, FCN)[18] 、

SegNet[19]、U-Net[20]等为基础进行改进的编

码—解码结构[21-22]。刘佳楠等[23]提出的基

于 FCN 的地震初至波拾取方法由于网络结

构简单，拾取初至的精度有限。陈德武等
[24]提出基于混合网络 U-SegNet 的地震初至

自动拾取方法，融合了 U-Net 和 SegNet 两

个网络结构，但为节约时间和内存，去掉

通过学习参数上采样的反卷积操作，一定

程度上降低了拾取的精度。潘英杰等[25]提

出一种基于地震图像深度语义分割的初至

拾取方法，但该方法需先将数据转化为图

像并对图像处理后，再转化为数据，过程

繁琐，应用效率较低。 

针对上述神经网络方法在地震资料初

至拾取上存在精度和效率不足的问题，本

文在充分分析 U-Net 结构后，结合残差学

习模块及亚像素卷积方法，提出一种面向

地震波初至智能拾取的超分辨率深度残差

方法(简称 SD-Net)。残差学习模块扩展网

络深度并克服深层网络退化的问题，提升

网络的学习能力以更好的学习目标特征；

亚像素卷积方法通过卷积和多通道间的像

素重组扩大特征图，实现特征图由低分辨

率空间到超分辨率空间的转化，解决反卷

积作为上采样运算效率和还原特征图精度

低的问题；同时，具有长跳跃连接的编、

解码结构结合浅层和深层的特征图，实现

了不同尺度的特征融合。本文结合残差学

习模块、亚像素卷积方法以及编、解码网

络中长跳跃连接的各个优势，使网络具有

更好的学习能力及更高的推理效率，另

外，结合迁移学习，增强网络泛化能力，

实现高精度、高效率、普适性的地震数据

初至智能拾取。 

1  方法原理 

1.1  残差学习模块 

神经网络的深度对模型的效果有至关

重要的影响，增加神经网络的深度可提高

网络的学习能力，使其更好的学习地震数

据特征[26-28]。但是，直接堆叠更多的层数

会导致梯度弥散、梯度爆炸、网络退化等



 

问题，使网络出现更高的训练误差[29]。 

为解决深层网络性能下降的问题，He

等[30]提出了残差学习模块。如图 1 所示，

原 始 输 入 为 x， 期 望 得 到 的 输 出 为

F(x)+x，x 经两个卷积层后，其中第一个卷

积层后使用修正线性单元（Rectified Linear 

Unit，ReLU），输出 F(x)，同时右侧跳跃

连接直接将输入的 x 传送给 F(x)，二者进

行加法操作并经过 ReLU，最后的输出结果

变为 H(x)=F(x)+x，而网络需要学习的映射

函数由恒等映射函数转化为残差映射函数

F(x)=H(x)-x。 

 

图 1  残差学习模块示意图 

He 等[30]指出，如果网络层数达到了最

优深度，残差函数 F(x)将推理为 0，即通过

残差学习后的输出与输入相同，从而变为

恒等映射。残差学习方法解决了网络层数

加深造成的梯度弥散、梯度爆炸及网络退

化的问题，提高了网络的学习能力以及训

练效率。 

1.2  亚像素卷积方法 

神经网络通过卷积操作提取目标特征

后，输出的特征图尺寸会变小，需通过上

采样还原特征图分辨率，以达到分割的效

果。目前广泛使用的上采样方法有插值法

和反卷积法。其中基于插值的上采样方法

是一个固定运算，计算复杂度较高；基于

反卷积的上采样方法使用带权重的网络层

学习参数，但反卷积层具有“非均匀重叠效

应”，会导致还原后的特征图带有棋盘纹

理。Shi 等[31]提出的高效亚像素卷积神经网

络中使用亚像素卷积方法，具有图像从低

分辨率到超分辨率转化的效果(图 2)。该网

络通过隐含层对图像进行特征提取，生成

rr 通道的特征图，其中 r 为上采样的倍

数。使用亚像素卷积层将每个像素的 r2 个

通道重新排列成一个 rr 的区域，对应超

分辨率图像中一个 rr 大小的子块，从而

将大小为 HW r2 的特征图像重新排列成

同样大小的超分辨率图像，其中 H 和 W 分

别为特征图的高和宽。 

高效亚像素卷积神经网络通过卷积和

多通道间的像素重组，使特征图完成由低

分辨率空间到超分辨率空间的转化。亚像

素卷积层可学习到更好、更为复杂的推理

方式提高特征图的分辨率，从而更加精准

的定位初至区域，有效降低了计算复杂

度，在拾取效果及训练效率上均有很大提

升。 

 

图 2  高效亚像素卷积神经网络流程图(据 Shi 等[31]修改） 

1.3  SD-Net 结构 

本文设计的 SD-Net 结构(图 3)与传统

语义分割网络 U-Net 结构形状类似，也是

由编码器和解码器两部分组成。编码器子

网络学习输入的地震数据并提取特征图

谱，解码器子网络对得到的特征图谱进行

特征优化和任务处理，逐步实现每一个像

素的类别标注。在特征图分辨率相同的层

之间建立跳跃连接，将具有空间信息的低

级特征和具有语义信息的高级特征进行融

合，从而提高初至定位的准确度。 



 

 

图 3  SD-Net 网络结构图 

与 U-Net 不同的是，SD-Net 的编码器

部分使用一个尺寸为 7×7 的卷积核和最大

池化处理输入数据，大尺寸卷积核具有更

大的感受野，有助于提取浅层信息间的相

关性；池化操作可缩减特征图尺寸，减少

深层网络的计算复杂度；使用残差模块以

增加网络深度，通过卷积控制步长代替池

化进行下采样操作，保留更多的特征信

息。残差模块由两个 3×3 卷积层和一个跳

跃连接组成，卷积层后添加批量归一化[32]

和 ReLU 激活函数，提高了模型的训练效

率，增强了模型的鲁棒性和泛化能力，编

码器具体参数见表 1。残差学习模块的残差

函数定义为 

( ) ( )i i iR x F x x                   (1) 

1 [ ( )]i ix f R x                    (2) 

式中： ix 和 1ix  分别表示残差学习模块的输

入和输出，其中 i N ， N 为卷积层数；

( )iR x 为恒等映射； F (xi)为要学习的残差

映射； f 为 ReLU 激活函数。 

表 1  编码器参数 

编码器名称 具体参数 

Encoder_1 3 3    64
   3

3  3    64






 
  

，

，
 

Encoder_2 3  3    128
    4

3 3    128






 
  

，

，
 

Encoder_3 3 3    256
    6

3  3    256






 
  

，

，
 

在解码器部分，使用亚像素卷积对多

通道特征图进行像素重组实现上采样，还

原特征图尺寸。上采样因子设置为 2，即特

征图每次经过上采样后尺寸变为原来的 2

倍。输入特征图首先在顶、底与左、右侧

部边缘分别填充 1 行或 1 列零元素；其次

经过一个卷积核大小为 3×3 的卷积层，输

出特征图尺寸不变，通道数变为原来的 4

倍；最后经过亚像素卷积层进行 4 通道的

像素重组，将一个像素的 4 个通道值拼

接，形成一个 2×2 大小的新像素块，完成

特征图尺寸的 2 倍放大。解码器具体参数

见表 2。亚像素卷积方法可表示为 

SR LR
( ; , )

l

l lI f I W b               (3) 

LR 1 LR
( ; , ) ( ( ) )

l l

l l l lf I W b W f I b


    (4) 

式中：ISR 为处理后的特征图；fl 为像素重

组；Wl 是学习网络的权值，l(1,N-1)，为

一大小是 nl-1nlklkl 的 2D 卷积张量，其

中 nl、kl分别是第 l 层的特征数量和卷积大

小；bl 是长度为 nl 的偏置；为非线性函

数。 

表 2 解码器参数 

解码器名称 具体参数 

Decoder_1 特征融合：[3×3，512] 

特征还原：[2，128] 

Decoder_2 特征融合：[3×3，256] 

特征还原：[2，256] 

Decoder_3 特征融合：[3×3，256] 

特征还原：[2，64] 

注：特征融合参数项前一项为卷积核大小，后一项为通道

数；特征还原项前一项为还原倍数，后一项为通道数。 

具有空间信息的低级特征和具有语义



 

信息的高级特征对于网络的目标识别能力

均起着至关重要的作用。因此，在 SD-Net

的编码器和解码器之间建立 3 个长跳跃连

接，将来自编码器浅层低级特征和来自解

码器的深层高级特征在通道维度上融合，

增强网络的识别能力，提高初至拾取的准

确度。网络最后用一个 1× 1 的卷积层及

Sigmoid 激活函数输出初至取值范围为[0,1]

的概率值。 

2  模型训练与测试 

2.1  构建样本集 

模型训练采用的数据集是经去噪处理

后的实际地震资料数据，由于资料数据量

过大，无法直接放入网络中训练，因此需

对其进行预处理。为保持地震道之间的连

续性及炮记录数据中的初至波特征，将

SEG-Y 数据按照连续炮号整体划分，提取

单炮记录为单一样本数据，并将其尺寸裁

剪为 2000×256，其中 256 表示地震道数，

2000 表示每一地震道的样本点数，若单炮

记录地震道数超过 256，则以炮点为中心进

行裁剪，若单炮记录地震道数不足 256，则

将其舍弃。采样间隔为 2ms，经处理后，

最终得到每道 4000 个样本数据，然后利用

这些样本数据制作网络训练所需的样本

集，具体过程如下。 

(1)使用传统算法如长、短时窗平均比

(STA/LTA)法自动拾取 4000 个样本数据的

初至，并采用人工修正错误初至。 

(2)根据初至时刻生成对应的标签。为

避免样本类别不均衡导致网络训练过程中

的过拟合或欠拟合问题，采用以初至波为

边界的二分类标注方式，将初至之前的样

点值设为 0，初至及初至后样点值设为 1。 

(3)为加快网络训练过程中梯度下降的

求解速度，使用归一化操作将样本的值控

制在[0,1]范围内，具体方法为 

, min'

,

max min

a b

a b

X X
x

X X





                 (5) 

式中： ,a bX 、
'

,a bx 分别表示归一化前、后

第 b 道第 a 个采样点的值； maxX 、 minX 分

别表示样本中的最大值和最小值。 

(4)样本集的划分。将所有单炮数据及

其对应的标签文件按 8:1:1 的比例划分为训

练集、验证集和测试集，供网络模型训练

使用。训练集、验证集和测试集所包含数

据个数分别为 3200、400、400。 

2.2  训练网络模型 

训练网络模型参数见表 3，模型训练使

用交叉熵损失函数 
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式中：n 表示训练样本的总个数；m 表示当

前训练样本批次中的第 m 个样本；ym 表示

样本 m 对应的标签；pm表示样本 m 预测为

ym的概率。 

利用适应性矩估计(Adaptive moment 

estimation, Adam)算法优化网络参数，最小

化损失。为防止训练过程中出现训练数据

过拟合的现象，每当训练集完成 4 次迭代

训练后，使用优化后参数对验证集进行 1

次验证，训练迭代次数设置为 100，并使用

早停机制自动提前终止网络模型的训练，

终止条件为：当连续 5 次使用验证集进行

验证的结果中，错误率没有下降，则停止

训练，并只保存最好的结果。 

表 3 模型训练参数表 

类型 内容 

输入 2000×256×1 

批处理大小 2 

学习率 1×10-4 

损失函数 交叉熵损失函数 

优化器 Adam 

GPU GTX 1080Ti 

训练周期 100 和早停机制 

框架 PyTorch 

模型效果的评估标准使用语义分割中

最常用的均交并比(Mean Intersection over 

Union, MIoU)，MIoU 是计算真实值和预测

值两个集合的交集和并集之比 

 0

0 0
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式中： uvp 表示标签值为u 、被预测为 v 的

数量； vup 表示标签值为 v 、被预测为u 的

数量； uup 表示预测正确的数量； 1h  为



 

类别总数。 

本文使用样本集分别对 U-Net、SD-

Net 训练和验证，并记录训练过程中的损失

值 Loss 与 MIoU 值。 

使用样本集对 U-Net 进行训练，在 48

次迭代后触发早停机制，总共用时 14.2h，

其验证结果如图 4(上)。U-Net 模型在验证

集上的 MIoU 达到 99.78%。然而在前期网

络模型训练过程中，模型在训练集上的

Loss 及 MIoU 已趋于稳定，但是在验证集

上 Loss 曲线和 MIoU 曲线存在抖动现象，

直到第 35 次迭代后才收敛完毕，表明 U-

Net 模型对于地震数据特征的学习能力略有

不足。 

使用样本集对 SD-Net 进行训练，在 26

次迭代后触发早停机制，总共用时 4.5h，

其验证结果结果如图 4(下)，模型在验证集

上的 MIoU 达到 99.96%，而且 SD-Net 的

Loss 曲线和 MIoU 曲线在训练过程很稳

定，网络收敛速度较快，表明 SD-Net 具有

更强网络学习能力与更好的初至拾取效

果。 

     

     

        (a)                                                                                   (b) 

图 4  U-Net(上)与 SD-Net(下)模型训练的 Loss 图(a)和 MIoU 图(b) 

2.3  测试网络模型 

分别使用 U-Net 和 SD-Net 模型对未参

与训练过程的测试集数据进行预测，共 400

个地震数据，每个数据 256 道，共 102400

道。表 4 为 U-Net 和 SD-Net 网络总数量、

准确率和训练用时的对比，能够客观的度

量网络的性能。由表可见，相较于 U-Net，

SD-Net 的参数总数量更少，约为 U-Net 参

数总量的 2/5，模型拾取初至准确率更高，

训练使用时间更短，推理速度更快。 

表 4 U-Net、SD-Net 性能对比表 

评价指标 U-Net SD-Net 

网络参数量 34,525,954 13,053,794 

训练集准确率/% 99.96 99.96 

验证集准确率/% 99.78 99.96 

测试集准确率/% 99.35 99.97 

训练迭代次数 48 26 

训练用时/h 14.2 4.5 

预测用时/min 21.4 10.6 

为验证 SD-Net 模型鲁棒性，选取 300

个与训练集尺寸、剖面特征、信噪比均不

同的数据制作新测试集，新测试集数据尺

寸为 2000×128，数据包含炮点在测线中间

以及炮点在测线两端的情况，并对数据添

加不同程度的随机噪声、坏道等干扰信

号。图 5 为 SD-Net 与 U-Net 对新测试集数

据初至拾取的预测结果对比，每 20 个数据

为一组共 15 组，取每组准确率的平均值，

使用本文方法得到的初至拾取结果平均准

确率为 99.75%，而 U-Net 得到的平均准确

率为 89.80%；图 6 为两种方法对新测试集

数据中单个样本的预测结果，可见 U-Net

受噪声影响较大，将部分初至前类别识别

为初至后类别，而 SD-Net 几乎不受影响，

可以做到准确分类。 

综上所述，SD-Net 法在训练效率、拾

取精度以及鲁棒性方面均优于 U-Net 法。 



 

 
图 5  U-Net 和 SD-Net 法预测准确率对比 

 

(a)                                               (b)                                                (c)                                                  (d) 

图 6  单个样本 U-Net 和 SD-Net 方法预测结果对比 

(a)原始地震数据；(b)U-Net；(c) SD-Net；(d)标签值

3  实际应用效果分析 

3.1  SD-Net 法与传统方法对比 

使用业内常用的 STA/LTA 法拾取初

至，STA/LTA 法可表示为 
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1
CF( )
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1
CF( )

nl

t

z t

t

z i

z

t

z

 
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




            (8) 

式中：分子、分母分别为短、长时窗信号

平均值；t 为采样时刻；nl、ns、分别为

长、短时窗的长度；CF(z)为 z 时刻的特征

函数值，表征地震数据的振幅、能量或者

其他变化；SL 为设定的触发阈值，超过该

阈值时，认为出现有效信号。需根据经验

设置 ns、nl 和 SL 的值，其值影响地震信号

的识别和拾取效果。 

图 7 为 STA/LTA 法与 SD-Net 法拾取

初至的结果，由图可见，当地震数据含有

随机噪声和坏道时，STA/LTA 法拾取的初

至存在上、下跳变，拾取精度不高，而

SD-Net 法拾取的初至不存在跳变问题，能

够精确的拾取初至，表明 SD-Net 的初至拾

取能力优于传统方法。 

3.2  泛化能力分析 

使用与训练样本集数据特征不同的地

震资料试验，分析初至特征和子波类型的

变化对模型拾取初至的影响，测试 SD-Net

模型的泛化能力。 

为分析模型对初至连续性特征的依赖

性，判断模型是否会因初至错断而出现拾

取错误的情况，使用网络模型预测带有地

表起伏的地震数据，预测结果如图 8 所

示。由于模型未学习过该类数据的特征信

息，故会出现部分错误分类的现象，但模

型能够基本正确的分割初至边界，证明模

型对初至连续性特征没有依赖性，初至错

断的情况不会影响模型的拾取能力。 

 



 

       
(a)                                                  (b)                                                   (c) 

图 7  STA/LTA 方法与 SD-Net 方法拾取初至对比 

(a)地震数据；(b) STA/LTA；(c) SD-Net 

 

(a)                                                (b) 

图 8  SD-Net 对带有地表起伏的地震数据预测结果 

(a)带有地表起伏的地震数据；(b)模型分割结果 

为分析不同子波类型对模型初至拾取

的影响，以 Marmousi2 模型作为速度场，

选用 15Hz 理论 Ricker 子波、Puzirov 子波

和 Symmetrical 子波三种不同子波进行正演

实验。三种不同子波模型正演结果及预测

效果如图 9 所示。由图可见，对于三种不

同类别子波正演的地震数据，虽然内部存

在部分分类错误的情况，但均可准确的分

割初至边界，证明子波类型的改变不会影

响模型初至拾取的效果。 

上述试验证明，SD-Net 模型具有较强

的泛化能力。 

 

       

       
(a)                                                            (b)                                                           (c) 

图 9  不同子波类型正演(上)与模型分割(下)结果 

(a)Ricker 子波；(b)Puzirov 子波；(c)Symmetrical 子波



 

3.3  迁移学习应用效果分析 

实际应用中，因各工区地质环境不

同，地震数据也不同，故使用一个工区数

据训练好的网络模型，无法有效地对另一

个工区数据进行初至拾取。且在勘探环境

较为复杂的地区，由于各种噪声干扰，得

到的地震数据信噪比较低，通过高信噪比

数据训练得到的初至拾取模型也无法很好

的适应于低信噪比数据。 

迁移学习是利用不同数据之间的相关

性，将存储已有问题的解决模型应用在其

他不同但有相关性的问题上，以提高网络

适应性和泛化能力的方法。使用少量的新

数据样本对原有网络模型进行迁移学习，

模型即可有效在新数据上进行初至拾取。 

为模拟新工区数据，对原始地震数据

加噪处理。添加的噪声来源于实际数据的

裁切，将实际地震数据中的各类噪声抽取

出来组成一个噪声库，然后随机从噪声库

中选择噪声并赋予不同的权重值，添加到

原始数据中，得到不同信噪比的新数据，

计算信噪比使用的公式如下 
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             (9) 

式中：ca,b、da,b分别表示加噪前、后的地震

数据；M1、M2 分别代表当前数据的总行数

和总列数。 

选取 200 个已标注好的样本，其中，

160 个作为训练集，40 个作为验证集，使

用原始数据训练好的网络模型对新数据进

行迁移学习，训练过程中的 Loss 和 MIoU

分别如图 10a、图 10b 所示，网络收敛速度

较快，模型经过 55 个训练周期后 Loss 趋

于 稳 定 并 触 发 早 停 机 制 ， 总 共 用 时

45min，模型在验证集上的 MIoU 达到

99.69%。 

 
(a)                                                                                   (b) 

图 10  迁移学习训练过程 Loss 曲线图(a)及 MIoU 曲线图(b) 

分别使用迁移学习前、后的网络模

型，对未参与训练的加噪数据(不同信噪比)

和原始数据做测试，验证迁移学习效果(图

11)，由图可见，随着地震数据信噪比的降

低，迁移学习前网络模型的拾取效果逐渐

变差，而迁移学习后的网络模型新学习了

低信噪比数据的特征，对不同信噪比的地

震数据均可以准确拾取初至。试验表明，

经过迁移学习后的模型不仅可以正确拾取

之前学习的高信噪比的地震数据初至，同

时也能够正确的拾取加噪后的不同信噪比

的地震数据初至。 



 

 

 

                                (a)                                               (b)                                                 (c)                                               (d) 

图 11 原始数据及不同信噪比的加噪数据(上)迁移学习前(中)、后(下)模型预测结果 

(a)原始数据；(b)信噪比为 3.3582dB 的加噪数据；(c)信噪比为-1.4353dB 的加噪数据；(d)信噪比为-4.1402dB 的加噪数据 

为清晰展示初至拾取结果，将预测结

果所得分割图中初至位置的坐标信息提取

出来，映射到原始地震资料上，并对比分

析预测结果与人工拾取的结果(图 12)。图

12a 为提取预测的初至位置映射到地震数据

的效果图，图 12b 为网络模型预测初至位

置与人工拾取初至位置的误差，平均误差

为 0.8906ms。算例结果显示迁移学习后得

到的模型对原始数据和加噪后的数据均具

有很好的初至拾取效果，表明该网络可通

过迁移学习不断提取新工区的地震数据特

征，即只需对新工区数据做少量标注就能

训练得到适应该工区的初至拾取模型，证

明 SD-Net 具备较好的适应性和泛化能力，

易于工业化生产，具有很好的发展前景。 



 

 

(a)                                                                                              (b) 

图 12  初至映射地震数据(a)及迁移学习后模型预测与人工拾取误差比较(b) 

4  结论 

本文基于深度学习中的 U-Net 网络提

出了一种面向地震波初至智能拾取的超分

辨率深度残差方法(SD-Net)，通过引入残

差学习模块增强了网络对地震数据的学习

能力，同时使用亚像素卷积方法提高特征

图的分辨率，从而实现初至精准定位。

SD-Net 法的长跳跃连接操作将多尺度特

征信息进行融合，最后使用迁移学习增强

了网络泛化能力，并取得了较好效果。本

文获得的主要结论如下： 

(1)实际地震资料数据集的训练和测

试结果以及量化评估指标表明，U-Net 和

本文方法在同一测试集上的预测准确率分

别为 99.35%和 99.97%，且 U-Net 的训练

用时约为本文方法的 3 倍，证明了本文提

出的 SD-Net 模型比 U-Net 模型具有更高

的初至拾取精度和更快的训练速度； 

(2)使用与训练集尺寸、剖面特征、

信噪比均不同的数据所构成的新测试集对

U-Net 和 SD-Net 进行试验与分析，结果

表明，U-Net 和 SD-Net 对新测试集数据

初至拾取的平均准确率分别为 89.80%和

99.75%，证明本文提出的 SD-Net 模型比

U-Net 模型具有更强的鲁棒性； 

(3)将训练的网络模型分别应用到带

有地表起伏的地震数据以及不同子波正演

生成的合成数据上，均可准确的分割初至

边界，得到良好的初至拾取效果，证明本

文提出的 SD-Net 模型具有较强的泛化能

力； 

(4)对地震数据进行加噪处理模拟新

工区数据，使用少量标注样本即可训练得

到适用于新数据的初至拾取模型，随机选

取的测试集数据与人工标注的初至平均误

差表明，所提方法有效实现了对地震数据

初至的准确拾取，证明了本文方法易于工

业化生产，具有良好的应用前景。 
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